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Аннотация. Актуальность и цели. Высокая точность распознавания типовых наземных объектов опти-

ко-электронными следящими системами может быть достигнута за счет оптимизации параметров искусствен-
ной нейронной сети (ИНС) такими, как: размерность и структура входного сигнала ИНС, синапсы нейронов 
сети, количество нейронов каждого слоя сети и количество слоев сети. Материалы и методы. Рассматрива-
ются существующие алгоритмы оптимизации обучения ИНС при определении количества нейронов во вход-
ном, скрытом и выходном слоях ИНС в целях повышения вероятности распознавания образов наземной цели. 
Исследуются факторы улучшения обучения ИНС, определения количества нейронов в скрытом слое для рас-
познавания изображений наземных объектов в таких алгоритмах, как алгоритм Левенберга – Марквардта, ал-
горитм байесовской регуляризации, масштабируемом алгоритме сопряженных градиентов и в разработанном 
алгоритме. Результаты и выводы. Исследуется возможность использования разработанного алгоритма в под-
системе информации и управления ракетой при телевизионном самонаведении на цель. Осуществлена про-
граммная реализация разработанного алгоритма с использованием языка программирования Matlab. 
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Abstract. Background. High accuracy of recognition of typical ground objects by optoelectronic tracking sys-
tems can be achieved by optimizing the parameters of an artificial neural network (INS) such as: the dimension and 
structure of the INS input signal, synapses of network neurons, the number of neurons of each network layer and 
the number of network layers. Materials and methods. The existing algorithms for optimizing the training of the 
INS are considered when determining the number of neurons in the input, hidden and output layers of the INS in 
order to increase the probability of recognizing images of a ground target. The factors of improving the training of 
the INS, determining the number of neurons in the hidden layer for recognizing images of ground objects in such 
algorithms as the Levenberg – Marquardt algorithm, the Bayesian regularization algorithm, the scalable conjugate 
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gradient algorithm and the developed algorithm are investigated. Results and conclusions. The possibility of using 
the developed algorithm in the subsystem of information and missile control during television homing on the target 
is investigated. The software implementation of the developed algorithm using the Matlab programming language 
is carried out. 
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Введение 

В теории искусственных нейронных сетей (ИНС) существуют две актуальных проблемы, од-
ной из которых является выбор оптимальной структуры нейронной сети, а другой – построение эф-
фективного алгоритма обучения нейронной сети. 

Оптимизация нейронной сети направлена на уменьшение объема вычислений при условии со-
хранения точности решения задачи на требуемом уровне. Параметрами оптимизации в нейронной 
сети могут быть: 

– размерность и структура входного сигнала нейросети; 
– синапсы нейронов сети. Они упрощаются с помощью удаления из сети или заданием «нуж-

ной» или «оптимальной» величины веса синапса; 
– количество нейронов каждого слоя сети; 
– количество слоев сети. 
Вторая проблема заключается в разработке качественных алгоритмов обучения нейросети, 

позволяющих за минимальное время настроить нейросеть на распознавание заданного набора вход-
ных образов. 

Обучение нейронной сети представляет собой многокритериальную задачу нелинейной опти-
мизации. Ее целью является поиск оптимального набора весовых коэффициентов (экстремума 
функции) для минимизации ошибки сети (рис. 1). 

 

 
Рис. 1. Обучение многослойной нейронной сети 

 
Процесс обучения нейронной сети заключается в необходимости настройки сети таким обра-

зом, чтобы для некоторого множества входов давать желаемое (или, по крайней мере, близкое, со-
образное с ним) множество выходов. 

Выбор нейросетевой архитектуры 

Создание архитектуры нейронной сети означает указание количества слоев каждого типа и 
количества нейронов в каждом из этих слоев [1]. 

Выбор нейросетевой архитектуры может быть сделан в зависимости от решаемой задачи, 
имеющихся исходных данных и планируемых алгоритмов обучения. Так, для решения задач клас-
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сификации, аппроксимации и прогнозирования применимы сети прямого распространения [2]. 
Главным представителем сетей такого класса является многослойный персептрон, структура кото-
рого показана на рис. 2. 

 

 
Рис. 2. Многослойный персептрон 

 
В качестве исходных данных имеем [3]: 
– размерность вектора входного сигнала (Nx); 
– размерность вектора выходного сигнала (Ny); 
– количество особых точек на изображении цели обучающей выборки (NР). 
При этом выбираем: 
– общее число нейронов в сети и число нейронов по слоям; 
– функции активации нейронов; 
– способ задания коэффициентов синоптической связи. 
При построении нейронной сети накладываются следующие ограничения: 
– число слоев в выходном слое равно числу классов; 
– все входные сигналы подаются всем нейронам. 
Количество нейронов входного слоя напрямую зависит от размерности исходного простран-

ства входных данных (размерности выборки) [1]. Количество нейронов выходного слоя зависит от 
решаемой задачи и так же, как для входного слоя, от способов кодирования. Так, при решении задач 
анализа главных компонент и сжатия информации размерность выходного слоя берется точно такой 
же, как и входного. Для решения задач управления выходной слой обычно представлен одним 
нейроном. При классификации количество нейронов выходного слоя определяется методом кодиро-
вания тех классов, к которым может быть отнесен входной вектор [1]. 

Количество нейронов скрытого слоя 

Основной задачей при построении нейронной сети является определение числа скрытых слоев и 
числа нейронов в скрытых слоях, так как число нейронов во входном и выходном слоях определяется 
известным числом входов и выходов сети. Проблема выбора количества скрытых элементов много-
слойного персептрона заключается в том, что с одной стороны, число скрытых элементов должно 
быть достаточным для решения поставленной задачи, а с другой – не должно быть слишком большим, 
чтобы обеспечить необходимую обобщающую способность сети и избежать переобучения. 

В общем, при решении задач распознавания в сети с одним скрытым слоем входной вектор 
преобразуется в некоторое новое пространство, которое может иметь другую размерность, а затем 
гиперплоскости, соответствующие нейронам выходного слоя, разделяют его на классы. Таким обра-
зом, сеть распознает не только характеристики исходных данных, но и «характеристики характери-
стик», сформированные скрытым слоем. Сеть с одним скрытым слоем, содержащим нейроны со 
ступенчатой функцией активации, способна осуществить произвольную классификацию особых то-
чек четырехмерного пространства. Более того, одного скрытого слоя нейронов с функцией актива-
ции достаточно для аппроксимации любой границы между классами или некоторой функции со 
сколь угодно высокой точностью [2]. 

Необходимое количество нейронов в скрытых слоях персептрона можно определить по фор-
муле, являющейся следствием из теорем Арнольда – Колмогорова – Хехт – Нильсена. Однако эта 
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теорема не конструктивна, это лишь теорема существования, в ней не заложена методика определе-
ния числа нейронов в сети для некоторой конкретной обучающей выборки. Для первоначальной 
оценки числа нейронов в скрытых слоях однородных нейронных сетей часто используется формула 
для оценки необходимого числа синоптических весов wN  в многослойной сети [3]: 

2

1 ( 1) ,
1 log ( )

y
w x y y

x

N Q QN N N N
Q N

 
≤ ≤ + + + + +  

 (1) 

где Ny – размерность выходного сигнала; Q – число элементов множества обучающих примеров;  
Nw – необходимое число синоптических связей; Nx – размерность входного сигнала. 

Оценив с помощью этой формулы необходимое число синоптических связей Nw, можно рас-
считать необходимое число нейронов в скрытых слоях. Например, число нейронов скрытого слоя 
( скN ) двухслойного персептрона будет равно 

ск .w

x y

NN
N N

=
+

 (2) 

Для определения числа нейронов в скрытом или скрытых слоях существуют эмпирически 
обоснованные правила. Считается, что количество нейронов в скрытом слое должно быть в не-
сколько раз меньше количества обучающих примеров при условии наличия избыточности обучаю-
щих данных. 

Суммируя выше сказанное, для большинства задач можно было бы, вероятно, получить достой-
ную производительность, установив конфигурацию скрытого слоя, используя только два правила: 

1) количество скрытых слоев равно единице; 
2) количество нейронов в этом слое является средним между количеством нейронов во вход-

ном и выходном слоях и быть в несколько раз меньше количества обучающих примеров при усло-
вии наличия избыточности обучающих данных [1]: 

ск .
2

x yN N
N

+
=  (3) 

Обучение нейронных сетей 

Точность аппроксимации зависит от эффективности процедур обучения, поэтому при исполь-
зовании нейронных сетей в прикладных задачах большое внимание уделяется алгоритмам, которые 
позволяют максимально точно «подстроить» весовые коэффициенты в зависимости от обучающей 
выборки [4]. 

Обучение нейронных сетей прямого распространения – это процесс определения значений ве-
сов сети на основе примеров, образующих обучающее множество для сети с n входами и m выхода-
ми, состоит из N входных и выходных значений – обучающих примеров. Структура обучающего 
множества имеет вид 

{ } 1,, ( , ) ,i i i N
X Y x y

=
=     (4) 

где n
ix R∈  – входной вектор из i-го примера, m

iy R∈  – вектор желаемого выхода; nR  – множество 
входных сигналов; mR  – множество выходных сигналов. 

Степень близости вектора-ответа нейросети yi на i-м примере и соответствующего вектора же-
лаемый выход iy  при текущем векторе весов нейронной сети Ww R∈ , где W  – количество весовых 
коэффициентов нейронной сети прямого распространения (НСПР), характеризуется мгновенным 
функционалом качества обучения ( )iQ  [5]: 

( ( )) ( ) ( ),T
i i i iQ Q w w V w= ε = ε ⋅ ⋅ ε  (5) 

где ( ) ( ) ,i i iw y w yε = −  m
i Rε ∈  – вектор отклонений фактических выходов сети от желаемого выхода, 

V – определенная матрица, задающая взвешенную норму вектора ( )i wε . Обычно m mV R ×∈  – единич-
ная матрица, что сводит функционал к евклидовой норме вектора отклонений: 
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2

1
( ( )) ( ) ( ) ( ( ) ) ( ( ) ) ( ( ) ) .

m
T T

i i i i i i i i i
i

Q w w w y w y y w y y w y
=

ε = ε ⋅ε = − − = −    (6) 

Степень соответствия сети данным из обучающего множества задается интегральным функ-
ционалом качества обучения ( ( ))E w [5]: 

2

1 1 1
( ) ( ) ( ( ) ) .

N N m

i i i
i i j

E w Q w y w y
= = =

= = −    (7) 

Для случая с одним выходом (m = 1) и с учетом его обозначения, как F(xi, w) – функция акти-
вации нейронов, принимает следующий вид: 

2 2

1 1 1
( ) ( ) ( ( ) ) ( ( , ) ) .

N N N

i i i i i
i i i

E w Q w y w y F x w y
= = =

= = − = −     (8) 

Цель обучения НСПР – это определение такого вектора весов w∗ , чтобы уравнение (8) прини-
мало минимальное значение, что превращает процесс обучения сети в решение задачи безусловной 
оптимизации: 

arg min ( ).
ww R

w E w∗

∈
=  (9) 

Для решения (9) существует множество алгоритмов. На основе метода обратного распростра-
нения ошибки были основаны три алгоритма, которые могут быть использованы для обучения ис-
кусственной нейронной сети, которые, в свою очередь, были включены в программный пакет 
Matlab. Это алгоритм Левенберга – Марквардта, алгоритм байесовской регуляризации и масштаби-
руемый алгоритм сопряженных градиентов. 

Алгоритм сопряженных градиентов. В задаче обучения нейронной сети алгоритм сопря-
женных градиентов применяется для минимизации квадратичной функции вида ( )f w [6]: 

1( )
2

T Tf w w Gw b w c= − + , (10) 

где w – количество весовых коэффициентов; G – матрица Гессиана; ,b с  – постоянные значения. 
Направление поиска экстремума выбирается так, чтобы оно было ортогональным и сопряжен-

ным со всеми предыдущими значениями направления градиента ( )kp : 

1 1,k k k kp g p− −= − +β  (11) 

где ( )k kg g w=  – фактическое значение направления градиента; kβ  – коэффициент, используемый 
для определения сопряженного направления. 

Изменение весов рассчитывается по формуле 

1 .k k k kw w p+ = + α  (12) 

Коэффициент kα  используется для определения сопряженного направления. Значение kα  
должно минимизировать 1( )kf w + , для расчета можно применить алгоритм золотого сечения или 
другой линейный алгоритм поиска минимума. Для расчета коэффициента kβ  применяется формула 
Флетчера – Ривза: 

1 1

.

.

T
k k

k T
k k

g g
g g− −

β = . (13) 

Для квадратичных функций алгоритм сопряженных градиентов находит минимум за n шагов 
(n – размерность пространства поиска), поэтому алгоритм нуждается в перезапуске на каждом n + 1 
шаге. Для метода Флетчера – Ривза это выполняется с помощью 0kβ = . Полный алгоритм выглядит 
следующим образом: 

1) инициализация весов ( 1)kw k = ; 
2) расчет градиента 1 1( )g f w= ∇ ; 
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3) определение направления 1 1p g= − ; 
4) расчет [ ]arg min ( )k k k kf w pα = + α ; 
5) коррекция весовых коэффициентов 1k k k kw w p+ = +α ; 
6) если ошибка (E) несущественна – остановить обучение; 
7) если k + 1 > n установить 1 1 , 1kw w k+= =  и перейти к шагу 2; 
8) определить k = k + 1; 
9) рассчитать 1 1( )k kg f w+ += ∇ , ˆ kα , вектор направления 1 1k k k kp g p+ += − +β  и перейти к шагу 4. 
Для расчета градиента на этапах 2 и 9 используется целевая функция ошибки нейронной сети: 

21( ) ( )
2 nj nj

n j
f w y y

N
= −  , (14) 

где N – количество обучающих образов; njy  и njy  – фактический и желаемый выходы сети соответ-
ственно. 

Алгоритм Левенберга – Марквардта 

Для устранения указанных недостатков обычно используется информация высокого порядка 
об E(w). В рамках квадратичной аппроксимации ошибки в окрестности точки w имеет вид [5]: 

21( ) ( ) ( ) ( ) .
2

TE w w E w E w w w E w w+Δ ≈ +∇ Δ + Δ ∇ Δ  (15) 

На основе квадратичной аппроксимации разработаны широко известные алгоритмы Гаусса – 
Ньютона и Левенберга – Марквардта (ЛМ-алгоритм), которые сводят задачу (9) для (15) к уравнению 

2( ) ( ) ( ) 0,E w E w w∇ +∇ Δ =   (16) 

( ) ( ( ) ) ( , )( ) ( ) ( ) ( ),w y w y F x wE w w w w
w w w

∂ε ∂ − ∂∇ = ⋅ε = ⋅ε = ⋅ε
∂ ∂ ∂


 (17) 

2 2

1

( ) ( )( ) ( ) ( ).
T N

i

w wE w w w
w w =

∂ε ∂ε ∇ = ⋅ + ε ∇ ε ∂ ∂ 
   (18) 

Ключевое различие между ними – подход к вычислению матрицы Гессе 2 ( )E w∇ . Если пред-
ставить (18) в виде 

,TH J J S= ⋅ +  (19) 

где S – информация о вторых производных, то для алгоритма Гаусса – Ньютона S = 0, в то время как 
в ЛМ-алгоритме S аппроксимируется эвристическими правилами. 

Исходя из (16)–(19), алгоритм Левенберга – Марквардта заключается в решении уравнения 
относительно wΔ  [5]: 

 ( ) ( ) ( ),T T

SH

J J I w J w
∗

+ λ Δ = ε  (20) 

или в другой интерпретации 

( ) ( ),T TJ J I J w+ λ δ = ε  

( ) ( ) ( ),w w y y wε = −ε = −   (21) 

где λ – коэффициент затухания Левенберга; δ – вектор, состоящий из величин приращения весов;  
I – единичная матрица. 

Найденный вектор δ позволяет изменить вектор весов w. Элементы вектора w обычно упоря-
дочиваются сначала по слою, затем по нейронам и, наконец, по весу каждого нейрона и его смеще-
нию [5]. 
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Параметр λ задается изначально и определяет поведение алгоритма, делая его более похожим 
на градиентный или алгоритм Гаусса – Ньютона. В самом начале обучения, когда функция F (x, w) 
подобрана грубо, удобно использовать алгоритм наискорейшего спуска, поэтому λ выбирается от-
носительно большим. По мере уточнения коэффициентов w более эффективным становится алго-
ритм Гаусса – Ньютона (при этом λ становится малой величиной; при λ = 0 метод вырождается  
в алгоритм Гаусса – Ньютона). Так, ЛМ-алгоритм реализует адаптивную модель с явной аппрокси-
мацией S и без нее. 

В результате процедура, реализующая обучающий цикл НСПР, имеет вид [5]: 
1) построить матрицу Якоби J; 
2) рассчитать градиент ошибки ( )Tg J w= ε ; 
3) рассчитать приближенную матрицу Гессе с помощью матрицы Якоби TH J J∗ = ; 
4) решить уравнение ( )H I g∗ + λ δ =  относительно неизвестного вектора δ; 
5) вычислить E (w + δ); 
6) если E (w + δ) < E(w), то λ = vλ и перейти на шаг 4, иначе λ: = λ| v, E(w + δ) : = E(w) и закон-

чить цикл обучения. 

Алгоритм байесовской регуляризации обучения 

В байесовском подходе выбор решения f ведется в рамках некоторой модели H – набора огра-
ничивающих условий. Решение выбирается как наиболее вероятное по формуле Байеса [7]: 

( | , ) ( | )( | , )
( | )

P D f H P f HP f D H
P D H

= , (22) 

где ( | , )P f D H  – вероятность выбора функции f для описания данных D в рамках модели H;  
( | , )P D f H  – вероятность того, что функция f генерирует данные D; ( | )P f H  – некоторая априор-

ная вероятность выбора f в рамках модели H. Коэффициент ( | )P D H  необходим, чтобы нормиро-
вать множество значений произведения ( | , ) ( | )P D f H P f H  на единицу, придав ему, таким образом, 
смысл вероятности. 

Насколько подходит тот или иной набор ограничивающих условий H для описания данных, 
определяет как раз знаменатель формулы Байеса [7]: 

( | ) ( | , ) ( | ) ( , | )
f f

P D H P D f H P f H P D f H= =  . (23) 

В научно-технической литературе имеется термин evidence (доказательство). Чем больше 
evidence, тем соответствующая модель более предпочтительна [7]. 

Сделав несколько предположений о внешнем виде вероятностей в формуле (22), можно найти 
параметр регуляризации исходя из принципа максимального правдоподобия. Если предположить, 
что данные зашумлены гауссовым шумом, тогда вероятность порождения функцией f(x) данных 

{ } 1, L
i i i

D y x
=

=   можно оценить следующим выражением [7, 8]: 

2

1

1( | ) exp ( ( )) .
L

i i
iX

P D f y f x
Z =

 = −β − 
 
   (24) 

Возьмем стабилизирующий функционал в гауссовой форме: 

2

1

N

n
n

w
=

Ω = . (25) 

Ему соответствует априорная вероятность: 

2

1

1( | ) exp .
N

n
nA

P f H w
Z =

 = −α 
 

  (26) 
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Максимизация вероятности: 

( )1( | , ) exp
M

P f D H M
Z

= − , (27) 

где 2 2

1 1
( )

L N

i i n
i n

M y f w
= =

= β − +α   сводится к решению системы линейных алгебраических уравнений: 

m mn nw A B= , (28) 

где 
1

,
L

mn mi ni
i

A n m
=

= β ψ ψ ≠ , 2

1 1
,

L L

nn ni n i ni
i i

A B y
= =

= β ψ +α = β ψ  ; niψ  – базисная функция; , ,nn mn nA A B  – 

симметричные матрицы с положительными элементами главной диагонали; ,α β  – параметры моде-
ли обучения. 

В качестве значений α и β берутся те, при которых evidence максимально. Таким образом, что-
бы их определить, можно, например, получить аналитическое выражение для evidence, а затем гра-
диентными методами найти его максимум. Легко показать, что 

ln ( | ) ln ln ln ,M A XP D H Z Z Z= − −  (29) 

2
2

1 1 1
exp

N N N
N

M n n n n
n n n

Z d w y w w
= = =

  = × −β − ψ −α     
  

 , 

22

1

2exp
N

N

A n
n

Z w
+∞

=−∞

π   = −α =    α  
 , 

2
L

XZ  π=  β 
, 

где , ,A M XZ Z Z  – нормировочные коэффициенты; через nψ
  обозначены векторы значений n-й базис-

ной функции в точках { } 1

L
i i

x
=

 , а через y  – вектор значений искомой функции в этих точках. 
Подробности вычисления этого интеграла описаны в работе [8]. В результате приходим к сле-

дующему приближенному выражению для evidence: 

( )2

1
ln ( | ) ln ln ln ln

2 2 2

N N
n

nn n n n m
n m nnn

y N L LP D H A w w y
A= ≠

 β ψ
= − −β ψ ψ + α −β + β − π  

 
 


   . (30) 

Данный функционал содержит коэффициенты разложения { } 1

N
n n

w
= , для нахождения которых 

из формулы (20), в свою очередь, необходимо знать значения параметров α и β. В таких случаях 
обычно пользуются (Expectation Maximization / ожидание максимизация) ЕМ-алгоритмом [7]: 

– на первом шаге случайным образом фиксируют параметры модели α, β и вычисляют значе-
ния { } 1

N
n n

w
=  из уравнения (28); 

– на втором шаге находят новые параметры α и β путем поиска максимума функционала (30) 
при текущих значениях коэффициентов разложения { } 1

N
n n

w
= . 

Далее параметры модели, полученные на втором шаге, используют для получения новых ко-
эффициентов разложения и т.д. При байесовском подходе к регуляризации задач обучения нейрон-
ной сети многократно повторяются эти шаги. Таким образом, алгоритм сводится к некоторому ре-
шению ( )f x  [7]. 

Моделирование 

Для проведения экспериментов была разработана программа в среде Matlab для обучения 
нейронной сети, состоящей из двух слоев (входной и скрытый) с использованием алгоритма Левен-
берга – Марквардта, алгоритма байесовской регуляризации, масштабируемого алгоритма сопряжен-
ных градиентов и разработанного алгоритма. Количество нейронов в скрытом слое определялось  
с использованием теории Арнольда – Колмогорова – Хехт – Нильсена (1) по критериям максималь-
ной вероятности распознавания объекта и минимального времени обучения (рис. 3). 
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Рис. 3. Разработанный алгоритм оптимизации обучения нейронной сети  

при определении количества нейронов в скрытом слое 
 
При этом NР – количество особых точек на изображении цели [9] обучающей выборки  

(NР = 2098); Ny – размерность выходного сигнала (Ny = 2 jeep или tank); Nx – размерность входного 
сигнала (Nx = 64); max

вхw , max
выхw – максимальное количество весов между входным и скрытым слоем, 

максимальное количество весов между скрытым и выходным слоем соответственно; min
вхw , min

выхw  – 
минимальное количество весов между входным и скрытым слоем, минимальное количество весов 
между скрытым и выходным слоем соответственно; maxw , minw – максимальное и минимальное ко-
личество весов соответственно; скN  – количество нейронов в скрытом слое; обучТ  – время обучения; 

распР  – вероятность распознавания; обучσ  – ошибка обучения; распσ  – ошибка распознавания. 
Проведены исследования по определению количества нейронов в скрытом слое, вероятности 

распознавания объекта и времени обучения нейронной сети (рис. 4–6). 
 

 
Рис. 4. Зависимость времени обучения ИНС от количества нейронов в скрытом слое (Nск) 
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Рис. 5. Зависимость вероятности распознавания цели (tank) ИНС от количества нейронов в скрытом слое (Nск) 

 

 
Рис. 6. Зависимость вероятности распознавания цели (jeep) ИНС от количества нейронов в скрытом слое (Nск) 

 
На рис. 4–6 показано, что время обучения многослойного персептрона нейронной сети для 

байесовского алгоритма к регуляризации обучения больше, чем у алгоритма Левенберга – Марк-
вардта и масштабируемого алгоритма сопряженных градиентов, у которого время обучения меньше, 
чем у остальных. Вероятность распознавания цели (tank или jeep) у алгоритма Левенберга – Марк-
вардта больше, чем у масштабируемого алгоритма сопряженных градиентов и байесовского алго-
ритма организации обучения. 

Эмпирически определяется количество нейронов в скрытом слое с использованием уравнений 
(1), (3) и с помощью алгоритма Левенберга – Марквардта по критерию максимальной вероятности 
распознавания объекта (см. рис. 3). В результате оптимальное число нейронов в скрытом слое со-
ставило Nск = 37 с вероятностью распознавания объекта Pрасп ≈ 0,99 (рис. 7, 8). 

 

 
Рис. 7. Зависимость вероятности распознавания цели (tank) от количества нейронов в скрытом слое (Nск) 
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Рис. 8. Зависимость вероятности распознавания цели (jeep) от количества нейронов в скрытом слое (Nск) 

 
При использовании части или всех весов нейронной сети Nск = 37, полученных эмпирически, 

для определения количества нейронов в скрытом слое с помощью алгоритма масштабируемых со-
пряженных градиентов для обучения сети по критерию максимальной вероятности распознавания 
объекта получаем достаточно высокую вероятность распознавания объекта (рис. 7, 8). 

Результаты 

Процесс распознавания цели с помощью ИНС состоит из трех этапов. Первый – это извлече-
ние признаков из эталонных изображений по алгоритму обнаружения особых точек SURF и форми-
рование из них базы данных; второй этап – определение (Nск) и обучение нейронной сети с исполь-
зованием этих данных и желаемых выходов iy ; третий этап – это этап распознавания объекта,  
в процессе которого извлечены признаки из текущего изображения и применены в входе построения 
нейронной сети. 

Особая точка на изображении цели, полученная с помощью алгоритма SURF, состоит из 64 гради-
ентов дескрипторов относительно особой точки, поэтому количество нейронов во входном слое (Nx) 
равно 64. 

Количество нейронов в скрытом слое определялось экспериментально с использованием раз-
работанного алгоритма по критерию максимальной вероятности распознавания объекта и в диапа-
зоне количества нейронов в скрытом слое (30 ÷ 40) (см. рис. 7, 8).Таким образом, на этапе распозна-
вания цели при использовании разработанной ИНС, в которой получено оптимальное число 
нейронов в скрытом слое (Nск = 37), имеем возможность ее обучения с целью получения высокой 
вероятности распознавания образов наземной цели Ррасп ≈ 0,99 (см. рис. 7, 8). 
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